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Einfiihrung und Problemstellung

In vielen Data Mining Anwendungen wird Clusteranalyse als eine wichtige Technik zur Wissen-
sentdeckung eingesetzt. Jedoch die Zielstellung und Anforderungen an eine solche Analyse sind
sehr vielfiltig und variieren in Abhingigkeit des Anwendungskontext. Demgegeniiber stehen eine
Vielzahl von automatischen Clusterungstechniken, die jedoch oft eine spezielle Cluster-Definition
benutzen. Die Auswahl der Technik hingt somit jeweils auch von der Anwendung ab. Um den
Anwender stirker in den Wissensentdeckungsprozefl mit einzubeziehen und dadurch die Ergebnis-
Qualitit und das Verstéindnis des Ergebnisses zu verbessern, erforschen wir in unserer Arbeitsgrup-
pe Moglichkeiten automatische Verfahren mit interaktiven, visuellen Techniken zu kombinieren.

Viele Daten, die in KDD Anwendungen vorkommen, enthalten hochdimensionale Eigenschafts-
vektoren, die numerische und kategorische Komponenten enthalten. Hier mochte ich mich auf Da-
tenmengen mit Vektoren fester Liinge mit numerischen Attributen beschrinken (D = {z1,... ,zn}
C R?). Bei fast allen realen Datenmengen kann im allgemeinen nicht ausgeschlossen werden, daf
sie einen Anteil von Ausreilern (Rauschen) enthalten. Ausreifler sind Objekte, die sich nicht in
einen Cluster einordnen lassen.

Viele Verfahren zeigen auf hochdimensionalen Daten (d > 16) ein quadratisches Laufzeitverhal-
ten, was fiir groffe Datenmengen unakzeptabel ist, oder sie kénnen keine sinnvolle Clusterstruktur
in den Daten finden. Der Grund fiir die erste Beobachtung ist, daf§ viele Algorithmen [4, 10, 2, 14]
nichste Nachbar- oder Bereichsanfragen nutzen und eine Laufzeit von O(N - Tyyery) haben. Weber
et. al. [13] zeigten, daf alle bekannten Index-Methoden diese Anfragen nicht in sublinearer Laufzeit
fiir beliebig dimensionale Rdume und unbekannte Daten Verteilung beantworten kénnen. Zur zwei-
ten Beobachtung, dem Fehlen einer sinnvollen Clusterstruktur in hochdimensionalen Daten, wurden
in jiingster Zeit Arbeiten verdffentlicht, die untersuchen, ob der herkémmliche Ahnlichkeitsbegriff
(z.B. euklidischer Abstand), auf dem alle Clusterdefinitionen aufbauen, bei zunehmender Dimen-
sionalitdt sinnvoll bleibt [3, 6, 1]. Erste Resultate zeigten, daff dies nicht der Fall ist, weil die
Datenpunkte in einem hochdimensionalen Raum sehr diinn verteilt sind. Beyer et. al zeigten,
dafl bei zunehmender Dimensionalitéit der Abstand der Datenpunkte zueinander schneller steigt
als die Differenz der Distanzen zum nichsten und weitesten Nachbarn. Daraus folgt, daf} ein auf
Abstandsmessungen basierendes Ahnlichkeitsma8 in hochdimensionalen Riumen an Selektivitit
und Unterscheidungsvermégen einbiifit.

In [6] zeigten wir: hochdimensionale Feature-Vektoren beschreiben Objekte sehr genau und
konnen somit auch Informationen {iber nicht relevante Eigenschaften enthalten. Wir modifizierten
das Ahnlichkeitsmafl derart, dal nur die relevanten Attribute zum Messen des Abstands genutzt
wurden. Mathematisch entspricht dieses Vorgehen, dem Messen des Abstands in einem projizierten
Unterraum des hochdimensionalen Datenraumes. Ubertragen auf Clusteralgorithmen muf ein
Cluster nur einer bestimmten Projektion des Datenraumes, der Clusterdefinition gentigen.

Die Frage ist nun, wie man eine solche Projektion bestimmen kann. Das Problem hat im allge-
meinen einen exponentiellen Suchraum (bei der Beschrinkung auf achsenparallele Projektionen).
In unserer Arbeitsgruppe verfolgen wir den Ansatz eine grofle Anzahl von Projektionen automatisch
von einen Optimierungsalgorithmus (genetischer oder Greedy Algorithmus) generieren zu lassen,
diese automatisch auf Relevanz zu testen und zu filtern und dann manuell mit Hilfe von Visuali-
sierungen vom Anwender bewerten zu lassen. Im folgenden Teil mdchte ich auf den automatischen
Relevanz-Test eingehen.



Ein Relevanz-Test fiir Projektionen

Die Projektionen die hier betrachtet werden sollen, haben die zusiitzliche Eigenschaft, dafl die
Abstinde der Punkte zueinander nach der Projektion nicht grofler werden. Da bei einer Pro-
jektion Information weggelassen wird, muf} eine Clusterstruktur nicht vollstindig erkennbar sein.
Die Projektion ist aber schon niitzlich, wenn sich Teile der Custerstruktur erkennen lassen. Um
eine Clusterstruktur zu finden, ist unser neues Paradigma, die Objektmenge in Untermengen zu
aufzuteilen, wobei diese beziiglich eines Abstandsmafles voneinander separiert sind. Basierend auf
dem Begriff der Punktdichte (siehe [12, 11]) definieren wir einen Separators, der eine Punktmenge
geometrisch (beziiglich einer Projektion) in zwei Untermengen teilt. Die Separations-Qualitét ist
die maximale Punktdichte auf der Grenze der beiden Mengen und die Teilungs-Qualitit mifit wie
balanciert der Schnitt ist. Um einen mehrdimensionalen Schnitt effizient und effektiv bestimmen
zu koénnen, haben wir eine neue Methode entwickelt, bei der mehrdimensionale Histogramme zur
Ausreifilerbehandlung [7], die kMeans Variante LBG-U [5] und eine verbesserte Form des konkur-
rierenden Hebbian-Lernens [9] verarbeitet wurden.

Falls ein Schnitt mit hoher Separations- und Teilungsqualitit gefunden wurde und er vom An-
wender als sinnvoll angesehen wird, kann man in den Untermengen rekursiv weiter nach geeigneten
Schnitten suchen. So entsteht als Ergebnis eine einem Entscheidungsbaum &hnliche Struktur, die
sich aber nicht an einer Trainingsmenge sondern an der Datenverteilung und der Aufgabe des
Anwenders orientiert. Erste Ergebnisse wurden in [8] vorgestellt.
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